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摘  要：得益于不同谱段提供的丰富光谱线索，多光谱无人机单目标跟踪受到广泛关注。然而，现有方法大多依赖功耗

较高的人工神经网络进行设计，难以满足无人机平台低能耗的视觉感知需求。为此，提出一种脉冲驱动光谱⁃空间⁃时序

建模的多光谱无人机单目标跟踪算法。具体而言，所提算法主要包含记忆扰动增强的光谱⁃空间⁃时序检索模块和脉冲驱

动的光谱门控融合模块。记忆扰动增强的光谱-空间-时序模块通过构建紧凑的历史帧目标记忆缓存，引导搜索特征与

历史记忆进行递归交互，逐步挖掘目标相关线索。针对历史帧目标记忆缓存中噪声累积或者表征偏移问题，引入记忆扰

动机制，通过模拟潜在的记忆偏差，增强模型对不可靠历史信息和背景干扰的鲁棒性。此外，通过时序聚合生成紧凑搜

索特征，并沿光谱组维度进行脉冲自注意力建模，实现不同光谱组之间的信息交互。脉冲驱动的光谱门控融合模块可自

适应评估不同光谱组特征的重要性，并进行加权融合，从而增强关键光谱组的特征响应，同时抑制光谱冗余信息。在多

光谱无人机单目标跟踪数据集上进行实验，所提算法的精度与归一化精度分别达到 83.5% 和 82.2%，能耗仅 32.4 mJ。结

果表明，所提算法在提升多光谱无人机单目标跟踪精度与复杂场景鲁棒性的同时，仍保持极低的能耗开销。
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for Multispectral UAV Single Object Tracking

LAI Pujian 1 ZHANG Xuejiao 1 CHENG Gong 1

1 School of Automation, Northwestern Polytechnical University, Xi􀆳an 710072, China

Abstract： Objectives: Multispectral unmanned aerial vehicle (UAV) single-object tracking leverages com ⁃
plementary spectral cues from different bands to enhance target representation in complex scenes. How⁃
ever, most existing trackers rely on artificial neural networks with high energy consumption, making them 
unsuitable for low-energy visual perception on UAV platforms. This paper aims to achieve accurate and ro⁃
bust multispectral tracking while maintaining low energy consumption. Methods: A spike-driven frame⁃
work with spectral-spatial-temporal modeling is developed for multispectral UAV single object tracking. 
The proposed method comprises a memory perturbation-enhanced spectral-spatial-temporal retrieval 
module and a spike-driven spectral gated fusion module. The former constructs a compact memory cache of 
target representations from historical frames and recursively guides the search features to interact with the 
stored memory, progressively retrieving target-relevant cues. To address noise accumulation and represen⁃
tation drift in the historical memory cache, a memory perturbation mechanism is introduced to simulate po⁃
tential memory biases, thereby improving the tracker 􀆳 s robustness to unreliable historical information and 
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background interference. The retrieved cues are then integrated through temporal aggregation to generate 
compact search representations. Spike-driven self-attention is subsequently applied along the spectral-
group dimension to facilitate information exchange among different spectral groups. The spike-driven spec⁃
tral gated fusion module further estimates the importance of individual spectral-group features and performs 
weighted aggregation, enhancing informative spectral responses while suppressing redundant responses. 
Results: On the multispectral UAV single object tracking dataset, the proposed method achieves a preci⁃
sion of 83.5% and a normalized precision of 82.2%, with an energy consumption of only 32.4 mJ. Con⁃
clusions: The proposed method improves tracking accuracy and robustness in complex scenes while main⁃
taining extremely low energy consumption, demonstrating its effectiveness for energy-efficient multispec⁃
tral UAV single-object tracking.
Key words： unmanned aerial vehicle (UAV)； single object tracking； spectral-spatial-temporal modeling； 
spike-driven framework； low-energy visual perception； memory perturbation-enhanced

无人机（unmanned aerial vehicle， UAV）凭借

机动性强、部署灵活和观测范围广等优势，已广

泛应用于军事侦察、安全监控、灾害救援和交通

巡检等领域［1-4］。作为无人机视觉感知系统的核

心任务之一，目标跟踪旨在根据初始帧中给定的

目标状态，在后续视频序列中持续估计目标的位

置与尺度。然而，无人机平台通常面临剧烈视角

变化和频繁相机运动等问题，同时目标还易受到

遮挡、低照度、背景杂波等因素的影响，这些因素

显著增加了稳定目标表征的提取难度，并严重制

约主要依赖可见光外观信息的跟踪器性能［5-7］。

近年来，多光谱图像通过联合利用不同谱段对目

标材质、结构及辐射特性的差异化响应，为复杂

场景下的无人机目标跟踪提供了更加丰富的判

别信息［8-9］。文献［10］提出了大规模多光谱无人

机 单 目 标 跟 踪（multispectral UAV single object 
tracking，MUST）数据集，并设计了统一光谱 -空

间 -时序跟踪框架（unified spectral-spatial-tempo⁃
ral tracker，UNTrack）。文献［11］提出了一种面

向无人机多光谱目标跟踪的上下文感知记忆框

架，通过光谱 -空间调制模块挖掘跨谱互补信息，

并利用状态空间记忆机制建模长期时序依赖，从

而提升复杂场景下的跟踪性能。文献［12］提出

了一种正-负提示挖掘网络，通过将目标特征和背

景干扰分别建模为正、负提示，并结合光谱-空间-

时序注意力挖掘与提示调制机制增强目标与背

景之间的判别性。然而，现有的多光谱无人机单

目标跟踪方法大多基于人工神经网络（artificial 
neural network，ANN）或 者 视 觉 变 换 器（vision 
Transformer，ViT）进行设计。尽管这些方法取

得了较好的跟踪性能，但其较高的能耗开销难以

满足无人机平台的低能耗的端侧部署需求。

脉冲神经网络（spiking neural network，SNN）

凭借其神经元动力学特性和事件驱动的计算机

制［13-15］，受到了广泛关注。SNN 通过刻画生物神

经元的脉冲发放过程，将连续信息转换为离散脉

冲序列进行时空特征编码。相比于 ANN 或者

ViT 中高密度的矩阵乘法操作，SNN 依赖稀疏加

法计算完成信息传递与更新，在保证表达能力的

同时显著降低计算复杂度和能耗。目前，已有研

究尝试将 SNN 引入视觉目标跟踪任务，并取得了

一定进展。文献［16］提出一种脉冲驱动的目标

跟踪框架（spike-driven framework for efficient vi⁃
sual tracking，SpikeTrack），通过非对称时间步扩

展、单向信息流以及记忆检索机制，在提升跟踪

精度的同时显著降低计算能耗。文献［17］提出

首个脉冲 Transformer驱动的事件跟踪框架，通过

全局轨迹提示增强事件时空表示，并采用全脉冲

骨干网络实现端到端事件跟踪。文献［18］提出

了一种纯脉冲事件目标跟踪框架，通过多搜索单

模板训练策略增强时间依赖建模能力，并利用泄

漏 -积分 -发放神经元（leaky integrate-and-fire neu⁃
ron，LIF）自适应调节脉冲激活，在保持计算稀疏

性的同时实现高效跟踪。文献［19］提出全脉冲

帧-事件融合跟踪框架，通过结合卷积局部建模与

Transformer 全局建模实现跨模态信息融合，并利

用随机图像块重组及时空正则化策略提升跟踪

鲁棒性与能量效率。然而，现有脉冲目标跟踪方

法主要面向可见光或事件单目标跟踪任务，对于

多光谱无人机单目标跟踪中的脉冲光谱⁃空间⁃时
序联合建模仍缺乏探索。

为此，本文提出了一种脉冲驱动光谱 -空间 -

时序建模的多光谱无人机单目标跟踪算法，算法

沿用 SpikeTrack［16］中的基础框架，但 SpikeTrack
主要面向可见光目标跟踪，直接将其输入扩展至

多光谱数据，难以有效处理历史模板退化、跨谱
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互补信息利用不充分以及等权融合产生冗余响

应等问题。针对上述局限，本文面向多光谱输入

设计了记忆扰动增强的光谱 -空间 -时序检索

（memory perturbation-enhanced spectral-spatial-
temporal retrieval，MPSSTR）模块和脉冲驱动的

光谱门控融合（spike⁃driven spectral gated fusion，
SDSG）模块。前者通过历史记忆建模与扰动增

强，缓解遮挡和背景杂波引起的历史模板表征漂

移，并促进跨谱互补信息交互；后者依据不同谱

段特征的响应自适应分配融合权重，抑制等权融

合产生的冗余响应。具体而言，MPSSTR 模块通

过构建紧凑的历史帧记忆缓存，并引导搜索特征

与历史记忆缓存进行递归交互，逐步挖掘目标相

关线索。为了缓解历史帧目标记忆缓存中噪声

累积或者表征偏移导致的记忆退化问题，引入记

忆扰动机制，通过模拟潜在的记忆偏差增强模型

对不可靠历史信息和复杂背景干扰的鲁棒性。

之后，通过时序聚合生成紧凑搜索特征，并沿光

谱组维度进行脉冲自注意力建模，实现不同光谱

组之间的信息交互。SDSG 模块自适应估计不同

光谱特征的重要性，在增强目标判别性光谱信息

的同时抑制冗余信息与背景响应。

1　本文方法

1.1　前期准备：脉冲神经元模型

本文的脉冲神经元模型采用归一化整数泄

漏 -积分 -发放神经元（normalized integer leaky in⁃

tegrate⁃and⁃fire，NI⁃LIF）［20］，该神经元以 LIF［13］为

基础，在训练阶段引入归一化整数机制，并在推

理阶段将整数映射为 0/1 脉冲表示。NI⁃LIF 的

动态更新过程可表示为：

U ( t )= βtH ( t - 1 )+ Y ( t ) （1）
S ( t )= fclip ( [U ( t ) ],0,D ) D （2）
H ( t )= U ( t )- S ( t )× D （3）

式中，t表示时间步；U ( t )表示融合时间信息后的

膜电位；Y ( t )表示当前时间步的空间输入；H ( t )
表示当前时间步 t 的膜电位；βtH ( t - 1 ) 表示由

上一时间步膜电位衰减得到的时间输入；βt 为漏

电因子，本文遵循文献［16］将 βt 设计为可学习的

参数；S ( t )表示当前时间步 t 的输出脉冲；[⋅]为取

整操作；fclip (⋅，min，max ) 表示将输入裁剪至区间

[ min，max ]；D 为控制最大脉冲输出数值的超

参数。

1.2　方法框架

本文所提算法总体框架如图 1 所示。该算法

以脉冲骨干网络为基础，围绕历史目标信息利用

与 多 光 谱 特 征 融 合 ，设 计 了 MPSSTR 模 块 和

SDSG 模块，提升多光谱场景下的目标表征与定

位能力。具体地，采用双分支孪生脉冲骨干网络

分别提取多帧模板和搜索图像的特征。MPSSTR
将多帧模板信息压缩为紧凑的历史目标记忆，并

通过记忆扰动训练增强模型对噪声和表征偏移

的鲁棒性，进而引导搜索特征从光谱、空间和时

序维度检索稳定的目标线索。在此基础上，对时

图 1　基于脉冲驱动光谱⁃空间⁃时序建模的多光谱无人机单目标跟踪算法框架图

Fig. 1　Spike-Driven Framework with Spectral-Spatial-Temporal Modeling for Multispectral UAV Single Object Tracking
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序聚合后的搜索特征沿光谱组维度进行脉冲自

注意力计算，以建模不同光谱组之间的互补关

系。随后，SDSG 根据各光谱组的响应自适应生

成门控权重，对其进行加权融合，增强有效谱段

信息并抑制低质量谱段及冗余响应。

1.2.1　孪生脉冲骨干网络

本文方法采用脉冲驱动变换器 v3［21］作为骨

干网络，如图 1 所示，骨干网络共包含 4 个阶段，

其中，阶段 1 和阶段 2 由下采样层和 Lj ( j ∈ { 1，2 } )
个脉冲驱动卷积模块构成，阶段 3 和阶段 4 则由

下采样层和 Lj ( j ∈ { 3，4 } )个脉冲驱动 Transform ⁃
er模块构成。每个阶段输出特征的通道数分别为

64、128、256 和 360。给定模板输入 Z ∈ RT × B × H × W

和搜索图像 X ∈ RB × H × W，其中，T 表示模板帧数，

B 表示光谱通道数，H 表示图像的高度，W 表示图

像的宽度。为兼顾局部光谱连续性、跨谱组交互

效率与预训练骨干的输入兼容性，本文对多光谱

数据的波段通道进行分组。具体地，将每 3 个连

续光谱通道划分为一组，共得到 S = é ùB/3 组，其

中 é ù⋅ 表示向上取整。若最后一组不足 3 个通道，

则采用零填充方式补齐。基于此，经过光谱分组

后，模板 Z和搜索图像 X变换后为 Z t
g ∈ R3S × H × W

（t ∈ { 1，2，⋯，T }）和 X g ∈ R3S × H × W，并分别输入模

板和搜索图像分支进行特征提取。

为了方便讨论，本文将脉冲驱动卷积模块或

者脉冲驱动 Transformer 模块的输入特征记为U。

脉冲驱动卷积模块的处理流程可表示为：

ì
í
îïï

Ū= U+ Φ sep (U )
U͂= Ū+ Φ conv ( Ū )

（4）

Φ sep (U )=
Convp ( SN ( Convd ( SN ( Convp ( SN (U ) ) ) ) ) )  （5）

Φ conv ( Ū )= Conv ( SN ( Conv ( SN ( Ū ) ) ) )   （6）
式中，Ū、U͂分别表示输入特征经第一个、第二个

残差分支处理后得到的中间特征；Φ sep (⋅) 表示脉

冲可分离卷积；Φ conv (⋅)表示通道卷积；SN (⋅)表示

脉 冲 神 经 元 层（spike neuron，SN）；Conv (⋅)、
Convp (⋅)、Convd (⋅)分别表示常规卷积、逐点卷积、

深度卷积。需要注意的是，为了公式的简洁性，

本文忽略批归一化层（batch normalization，BN）。

脉冲驱动 Transformer 模块的处理流程可表

示为：

ì

í

î

ï
ïï
ï

ï
ïï
ï

Ū= U+ Φ sep (U )
U͂= Ū+ Φ self_att ( Ū )
Û= U͂+ Φ mlp ( U͂ )

（7）

Φ mlp ( U͂ )= Linear ( SN ( Linear ( SN ( U͂ ) ) ) )   （8）
Φ self_att ( Ū )= LinearO ( SN ((Q sK T

s )V s × k ) )   （9）
ì

í

î

ïïïï

ïïïï

Q s = SN ( Linear Q ( Ū ) )
K s = SN ( Linear K ( Ū ) )
V s = SN ( Linear V ( Ū ) )

（10）

式中，Û表示脉冲驱动 Transformer 模块的输出

特征；Φ mlp (⋅)表示通道多层感知机（multilayer per⁃
ceptron，MLP）；Φ self_att (⋅) 表 示 脉 冲 自 注 意 力 ；

Linear (⋅)表示线性层；k 表示缩放系数；Q、K、V分

别表示查询、键、值，下标 s 表示张量的脉冲形式。

关于脉冲骨干网络的更多细节，参见文献［21］。

1.2.2　记忆扰动增强的光谱⁃空间⁃时序检索

为充分利用模板中的目标线索增强搜索图

像特征对目标的感知能力，本文设计了 MPSSTR
模块，如图 2 所示。该模块首先利用模板特征构

建紧凑、可复用的历史帧目标记忆缓存，随后通

过搜索分支特征与历史帧记忆缓存的递归交互

逐步增强搜索分支特征的目标感知能力。在此

基础上，给历史帧记忆缓存注入扰动，从而提高

检索过程对目标外观变化的适应能力，并通过时

序特征聚合和光谱组特征交互实现多维度特征

融合。需要说明的是，为降低历史检索的推理开

销，MPSSTR 采用紧凑记忆缓存和单次递归交互

（N = 1），避免对全部历史帧重复执行高成本匹

配，记忆扰动仅在训练阶段注入，推理时不增加

额外参数或分支，从而在保持遮挡和外观变化约

束的同时控制递归计算量。

给定某一个 MPSSTR 模块的模板分支输入

特 征 U 'Z ∈ RT × S × C × h × w 和 搜 索 分 支 输 入 特 征

U 'X ∈ RS × C × h × w，其中 h 和 w 分别表示某一阶段特

征的高度和宽度，首先经过线性层和脉冲神经元

层获取键K s 和值V s：

ì
í
î

K s = SN ( Linear K ( SN (U 'Z ) ) )
V s = SN ( Linear V ( SN (U 'Z ) ) )

（11）

而查询特征的获取方式为：

ì
í
î

Q 0 = Linear Q ( SN (U 'X ) )
Q 0

s = SN ( Expand (Q 0 ) )
（12）

式中，Expand (⋅) 表示沿时间维度进行扩展，

即 RS × C × h × w → RT × S × C × h × w；Q 0
s 表示递归交互过

程中初始查询输入。随后构建紧凑、可复用的历

史帧记忆缓存 M= ( K s )T ⊗ V s，其中，⊗ 表示矩

阵乘法，M ∈ RT × S × C × C。考虑到跟踪过程中动态

更新的历史帧模板记忆缓存可能受到遮挡、光照

变化以及定位误差等因素的影响，从而引发噪声

累积和表征偏移，导致历史记忆退化。为了缓解

2459



武  汉  大  学  学  报   （信  息  科  学  版） 2026 年 11 月

这一问题，本文引入记忆扰动机制，在训练阶段

向记忆缓存M中注入扰动：

M͂=M+ SN ( γε ) （13）
式中，ε表示高斯噪声扰动，ε~N ( 0，σ 2 )；γ表示扰动

系数，用来控制扰动强度。对于递归交互，首先利

用记忆矩阵 M͂对当前查询特征Q i
s 进行记忆引导，

获取目标响应特征Q i'。然后，考虑到不同时间步

的特征响应存在差异性，采用时间步独立的脉冲可

分离卷积进行特征增强和细化，得到增强特征Q i''。

最后，将增强特征Q i'' 与当前未经过脉冲化的查询

特征Q i 相加，获得更新后的查询特征Q i + 1，并将其

用于下一轮交互。处理流程可表示为：

ì
í
î

Q i'
s = SN (Q i )

Q i' = Q i
s ⊗ M͂× k

（14）

Q i'' = Φ t
sep (Q i'

s ( t ) ) （15）
ì
í
î

Q i + 1 = Proj ( SN (Q i + Q i'' ) )
Q i + 1

s = SN (Q i + 1 )
（16）

式中，i表示第 i次迭代，i ∈ { 1，2，⋯，N }；Proj (⋅)表
示投影层。上述过程迭代 N 次，使模板目标先验

能够逐步校正搜索特征中的目标表征。递归交

互迭代完成后，通过时序信息聚合模块对不同时

刻 t 的目标特征进行融合，充分整合历史时序线

索，并获得最终的目标表征。给定递归交互的最

终输出QN ' ∈ RT × S × C × hw，则时序聚合处理过程为：

W= δ ( Conv ( SN ( Conv ( SN (QN ' ) ) ) ) )   （17）
ì
í
î

ïï
ïï

U̇X = Proj ( SN ( sum (W ( t ) ⊙QN ' ( t ) ) ) )
ÜX = Linear ( SN ( Φ self_att ( SN ( U̇X ) ) ) )

  （18）

式中，W ( t )表示 t时刻的权重，W ∈ RT × S × C × 1；δ (⋅)
表示 Softmax 函数；sum (⋅)表示求和函数；⊙ 表示

逐元素相乘；U̇X ∈ RS × C × h × w 表示经过时序聚合后

的特征；ÜX表示增强的光谱特征。

本文通过脉冲驱动自注意力沿光谱组维

度 进 行 交 互 建 模 ，充 分 挖 掘 不 同 光 谱 组 之 间

的互补信息，获得 ÜX。最后，将 ÜX与搜索分支

特征 UX 相加得 ŬX，并将其输入到后续网络模块

进行进一步的特征编码。

1.2.3　脉冲驱动的光谱门控融合

为实现不同光谱组信息的自适应聚合，本文

设计 SDSG 模块，如图 3 所示。该模块以搜索分

支第 4 阶段的输出特征 Ŭ stage_4
X ∈ RS × C × h × w 作为输

入，通过 SDSG 模块，自适应地确定各光谱组的

融合权重。

首先通过两个 1 × 1 卷积和脉冲神经元层进

行特征变换，然后沿空间维度执行 Softmax 归一

化，得到每个光谱组在不同空间位置上的响应

权重 W̄：

W̄= δ ( Conv1 × 1 ( SN ( Conv1 × 1 ( Ŭ stage_4
X ) ) ) )  （19）

最后，利用权重 W̄对不同光谱组特征进行加

图 2　记忆扰动增强的光谱⁃空间⁃时序检索模块

Fig. 2　Perturbation-Enhanced Spectral-Spatial-Temporal Retrieval Module

图 3　脉冲驱动光谱门控融合模块

Fig. 3　Spike-Driven Spectral Gated Fusion Module
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权聚合得到特征U o
X ∈ RC × h × w：

U o
X = sum (W̄⊙Ŭ stage_4

X ) （20）
通过上述门控融合过程，不同通道能够自适

应选择更具判别力的光谱响应，从而避免等权融

合对有效光谱信息的稀释，并降低噪声光谱组对

目标表征的干扰。最终，将融合特征 U o
X 输入脉

冲驱动跟踪头进行目标状态预测。

1.2.4　跟踪头和损失函数

本文采用与 SpikeTrack［16］相同的跟踪头，并

未对其结构进行额外修改。将经过光谱门控融

合后的搜索特征输入 3 个并行预测分支，每个分

支均由若干卷积层、BN 层和 NI-LIF 脉冲神经元

堆叠构成，其中最后一层仅保留卷积操作，不引

入 BN 和 NI-LIF 神经元。3 个预测分支分别用于

预测目标中心置信图、由特征下采样引起的中心

位置偏移量和归一化的目标边界框宽高。

模型的训练损失由分类损失和边界框回归

损失组成，其中分类损失 L class 采用加权焦点损

失［22］，边界框回归损失则由 L 1 损失和广义交并比

（generalized intersection over union，GIoU）损

失［23］LGIoU 联合构成。因此，模型的总体训练目标

表示为：

L = L class + λ1 L 1 + λGIoU LGIoU （21）
遵循 OSTrack［5］和 SpikeTrack［16］的设置，令

系数 λ1 = 5.0 和 λGIoU = 2.0。

2　实验与结果分析

2.1　实验数据集和评价指标

MUST［10］是一个面向多光谱无人机单目标

跟踪的大规模基准数据集，由搭载多光谱成像系

统的无人机平台采集。该数据集包含 250 段视频

序列，其中 160 段用于训练，90 段用于测试。每帧

图像提供 8 个空间配准的光谱波段，覆盖 390~
950 nm 的波长范围，图像分辨率为 1 200×900 像

素。数据集涵盖完全遮挡、部分遮挡、背景杂波、

低分辨率、相似目标、尺度变化、运动模糊、快速

运动、颜色相近、目标出视野、光照变化以及相机

运动等 12 种典型挑战。为全面评价跟踪器性能，

本文采用成功率（success rate，SR）、精度（preci⁃
sion，P）、归一化精度（normalized precision，NP）
以 及 成 功 率 曲 线 下 面 积（area under the curve，

AUC）作为评价指标。其中  ESR = 1
T ∑

t = 1

T

I ( IoU t >

τSR )，I(⋅)为指示函数，表示预测边界框与真实边界

框之间交并比（intersection over union，IoU）超过

阈值 τSR 时的帧比例，本文选取 SR0.5（τSR = 0.5）和

SR0.75（τSR = 0.75）两 个 指 标 ；EP = 1
T ∑

t = 1

T

I (‖c t -

cgt
t‖ 2 < τp )表示预测目标中心 c t与真值框中心 cgt

t 误

差小于阈值 τp时的帧比例；ENP = 1
T ∑

t=1

T

I (‖W t ( c t -

cgt
t )‖ 2<τn )，W t=diag ( 1/w gt

t ，1/hgt
t )，本 文 中 τp =

20，τn = 0.5。
2.2　实验设置

本文算法使用 PyTorch 2.12.0 实现，在 8 张

NVIDIA RTX 5090 GPU 上进行训练，批大小设

置为 32。在训练阶段，采用 SpikeTrack［16］在可见

光跟踪数据集上的预训练权重初始化模型，并使

用 AdamW［24］优化器进行参数优化，权重衰减系

数设为 1 × 10-4。历史模板采用三模板缓存机

制，缓存上限设为 3 个模板。模型在初始帧建立

目标模板，随后每处理一帧搜索图像，便通过模

板分支与搜索分支的递归交互更新历史模板表

征，模板更新间隔为 1 帧，并将更新结果用于下一

帧跟踪。训练与推理阶段采用相同的模板更新

方式，不采用每隔若干帧重新采样模板的离散更

新策略，也不额外引入显式的队列刷新机制。模

型总共训练 30 个轮次，每个轮次包含 8 000 个样

本对，并在第 20 个轮次后将学习率衰减至初始值

的 0.1 倍。模板图像和搜索图像尺寸均设置为

384×384。
2.3　对比实验

表 1 比较了本文方法与多种代表性跟踪器的

性能。由表 1 可知，本文方法在 AUC 和 SR0.75 指

标上取得最优结果，在 SR0.5、P 和 NP 指标上也表

现出较强竞争力。与 UNTrack［10］相比，本文方法

在 AUC、SR0.5、SR0.75、P 和 NP 上分别提高 6.9、
5.9、17.7、4.3 和 7.4 个百分点，其中 SR0.75 的增益

最为明显，说明该方法能够在较高 IoU 阈值下保

持更准确的目标定位和边界框预测。与脉冲驱

动跟踪器 SpikeTrack［16］相比，上述指标分别提高

4.2、4.7、5.6、4.2 和 5.0 个百分点，表明所设计的多

模态信息建模机制能够有效改善跟踪性能。相

较于 HEATTrack［34］，所提方法的 AUC 和 SR0.75

分别提高 0.6 和 5.4 个百分点，但 SR0.5、P 和 NP 分

别降低 1.0、1.9 和 0.1 个百分点，这表明本文方法

虽然在较高 IoU 阈值下具有更好的定位精度，但

目标中心定位能力仍有进一步提升空间。与

SpecTrack［35］相 比 ，本 文 方 法 在 AUC、SR0.5、

SR0.75、P 和 NP 上分别提高 1.4、1.9、2.9、0.9 和 2.7
个百分点，其中 SR0.75和 NP 的增益尤为突出。
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图 4 给出了本文方法与 SpikeTrack［16］、UN⁃
Track［10］、OSTrack［5］和 ZoomTrack［31］在不同挑战

属性下的 AUC 和 P 对比。总体而言，本文方法在

大多数属性上均取得较优或具有竞争力的表现，

在快速运动、完全遮挡、部分遮挡、相似目标和颜

色相近等场景下优势尤为明显。上述结果表明，

本文方法能够有效挖掘多光谱信息的互补性，并

充分利用历史目标线索，从而提升复杂场景下的

目标定位精度与跟踪鲁棒性。

进一步地，表 2 比较了不同跟踪器的参数量

与推理能耗，其中推理能耗统计的更多细节可参

考 SpikeTrack［16］。本文方法的参数量为 48.6 MB，

能耗为 32.4 mJ。与此同时，AUC 和 P 分别由

62.4% 和 79.3% 提升至 66.6% 和 83.5%，说明新

增的历史检索、跨谱交互与门控融合在可控开销

下带来了稳定的精度收益。与 SpikeTrack［16］相

比，本文方法由于引入 MPSSTR 和 SDSG 模块，

参数量增加了 11.8 MB，能耗增加了 5.1 mJ，但仍

保持了较低的推理能耗。与 CSWinTT［32］、OS⁃
Track256

［5］、STARK［7］和 TransT［33］相比，本文方法

的能耗分别降低了约 57.0%、67.2%、35.3% 和

56.9%。此外，本文方法参数量较 OSTrack256
［5］减

少 43.5 MB。特别地，与多光谱无人机单目标跟

踪算法 UNTrack［10］相比，本文在参数量和能耗

分别降低了 64.0 MB 和 556.5 mJ。结合表 1 的性

能结果可知，本文方法以较低的能耗增量换取了

显 著 的 精 度 提 升 。 表 2 可 见 ，完 整 模 型 相 较

SpikeTrack［16］增加 11.8 MB 参数和 5.1 mJ 单次推

理能耗，但 AUC 和 P 均提升了 4.2 个百分点。与

其余方法相比，推理能耗仍处于较低水平。结合

表 3 中的推理速度为 18.51 帧/s，本文方法在精

度、能耗和实时性之间取得了较好的平衡。

表 1　不同方法在 MUST数据集上的跟踪性能对比/%
Table 1　Accuracy Comparison of Different Methods 

on the MUST Dataset/%

方法

SiamRPN[25]

SiamMask[26]

DiMP[6]

TaMOs[27]

ToMP[28]

SGDViT[29]

OSTrack256
[5]

OSTrack384
[5]

ODTrack[30]

ZoomTrack[31]

OSTrack256
*[5]

OSTrack384
*[5]

ODTrack*[30]

ZoomTrack*[31]

UNTrack[10]

HEATTrack[34]

SpecTrack[35]

SpikeTrack[16]

本文方法

AUC
38.9
39.1
47.3
20.4
30.3
38.1
39.9
44.5
46.3
44.0
52.3
55.1
52.7
53.3
59.7
66.0
65.2
62.4
66.6

SR0.5

49.5
51.0
60.7
24.5
39.1
50.2
50.5
56.7
58.4
56.2
64.8
69.6
67.3
67.7
75.8
82.7
79.8
77.0
81.7

SR0.75

22.3
25.3
31.6
12.0
14.5
22.8
27.4
27.1
28.1
25.2
36.3
44.1
38.8
40.4
46.2
58.5
61.0
58.3
63.9

P
56.7
56.1
69.8
31.0
46.1
54.4
55.9
63.9
67.6
63.5
67.5
73.3
71.3
72.3
79.2
85.4
82.6
79.3
83.5

NP
50.1
52.8
57.1
23.8
40.5
52.1
51.2
56.8
60.4
55.9
65.2
68.8
66.2
66.7
74.8
82.3
79.5
77.2
82.2

注：*表示使用插值重建的参数进行训练，更多细节请参考

UNTrack[10]。

图 4　不同挑战属性下的性能比较

Fig.  4　AUC and Precision Under Different Challenge Attributes
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2.4　消融实验

2.4.1　模块有效性验证

表 3 展示了不同组件组合在 MUST 数据集

上的消融实验结果，对数据进行分析可知：（1）对

比变体 1 与变体 7，加入记忆扰动策略后，AUC
和 P 分别提升 2.1 和 2.2 个百分点。该策略通过

模拟模板动态更新过程中可能出现的噪声累积

和表征偏移，使模型能够从不可靠历史记忆中筛

选稳定的目标线索，从而增强对背景干扰和历史

信息退化的适应能力。（2）对比变体 2 与变体 7，
加入 SDSG 模块后，AUC 和 P 分别提升 3.0 和 3.5
个百分点。SDSG 通过自适应门控聚合不同光

谱组特征，增强具有判别性的光谱响应，并抑制

冗余信息和背景干扰。（3）对比变体 3 与变体 7，
引入光谱组信息交互后，AUC 和 P 分别提升 1.3
和 1.6 个百分点，表明显式建模不同光谱组之间

的信息传递有助于利用其互补线索，增强目标多

光谱特征表征。（4）MPSSTR 仅引入记忆扰动增

强模块的变体 4，AUC 和 P 较基线模型分别提高

1.3 和 0.6 个百分点。该结果表明，记忆扰动增强

能够改善历史信息筛选过程，并提高模型对复杂

背景干扰的适应能力。（5）MPSSTR 仅引入光谱

组信息交互的变体 5，AUC 和 P 较基线模型分别

提高 3.3 和 3.2 个百分点。这说明跨光谱组交互

能够促进不同光谱特征之间的互补信息传递，缓

解单一光谱信息不足引起的定位偏差。（6）仅引

入 SDSG 模块的变体 6，AUC 和 P 较基线模型分

别提高 2.7 和 2.4 个百分点，说明自适应门控融合

本身即可改善目标表征质量。与其他组件联合

使用时，该模块能够进一步发挥协同作用。（7）完

整模型，即变体 7，同时采用记忆扰动增强、光谱

组信息交互和 SDSG 模块，AUC 和 P 分别达到

66.6% 和 83.5%，较基线模型均提高 4.2 个百分

点。各模块单独引入时均可带来稳定增益，联合

使用后取得最优结果，表明三者在历史记忆建

模、跨光谱组交互和自适应融合方面具有互补作

用。完整模型的推理速度为 18.51 帧/s，较基线

模型下降 1.88 帧/s。尽管参数量和能耗有所增

加，但性能提升较为明显，额外推理开销处于可

接受范围。

2.4.2　不同融合策略的影响

表 4 比较了不同光谱组融合策略在 MUST
数据集上的性能。求和融合与取均值融合均采

用 等 权 方 式 聚 合 各 光 谱 组 特 征 ，两 种 策 略 的

AUC/P 分 别 达 到 65.0%/81.9% 和 65.0%/
81.7%。由于两种策略未区分不同光谱组的有效

性，低质量或冗余光谱响应也会以相同权重参与

融合，从而干扰目标表征。相比之下，SDSG 根据

各光谱组的响应自适应生成融合权重，使 AUC

和 P 分别提升至 66.6% 和 83.5%。与性能次优的

求和融合相比，AUC 和 P 均提高 1.6 个百分点，表

明性能增益主要来自光谱组权重的自适应分配，

而非简单增加特征响应。SDSG 能够强化目标相

关的关键光谱信息，同时抑制低质量和冗余响

应，从而形成更加稳定、判别性更强的目标表征。

此外，SDSG 的参数仅增加约 0.2 MB，能耗反

而略低于等权融合策略，说明脉冲驱动的稀疏事

件计算能够抵消部分门控操作带来的额外开销。

表 2　不同方法的参数量和能耗

Table 2　Parameters and Power of Different Methods

对比项

能耗/mJ
参数量/MB

SpikeTrack[16]

27.3
36.8

CSWinTT[32]

75.4
25.1

OSTrack256
[5]

98.9
92.1

STARK[7]

50.1
23.5

TransT[33]

75.2
17.9

UNTrack[10]

588.9
112.6

本文方法

32.4
48.6

表 3　本文提出的不同组件在 MUST数据集上的消融实验结果

Table 3　Ablation Results of the Proposed Components on the MUST Dataset

变体

基线模型

1
2
3
4
5
6
7

MPSSTR
记忆扰动增强

√
√
√

√

光谱组信息交互

√
√

√

√

SDSG

√

√

√
√

AUC/%

62.4
64.5
63.6
65.3
63.7
65.7
65.1
66.6

P/%

79.3
81.3
80.0
81.9
79.9
82.5
81.7
83.5

参数量/MB

36.8
48.6
48.4
46.9
36.8
48.4
46.9
48.6

能耗/mJ

27.3
32.4
32.4
31.6
27.3
32.4
31.6
32.4

推理速度/（帧·s−1）

20.39
18.77
18.56
18.67
20.20
19.17
19.73
18.51
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综合性能与计算代价可以看出，SDSG 在提升融

合质量的同时，保持了较好的参数和能耗效率。

2.4.3　扰动系数的影响

表 5 分析了不同扰动系数 γ 对模型性能的影

响。当扰动系数 γ = 0 时，历史记忆缓存未注入扰

动。随着扰动系数由 0 增大至 0.001，模型性能逐

步提升，并在 γ = 0.001 时达到最优，AUC 和 P 分

别为 66.6% 和 83.5%，较未注入扰动时提高 2.1 和

2.2 个百分点。扰动系数仅控制训练阶段注入历史

记忆缓存的噪声强度，从而在训练阶段模拟多光谱

无人机单目标跟踪中历史模板可能出现的不可靠

状态。在实际跟踪过程中，短时遮挡、相似目标干

扰、低照度、谱段响应波动以及前序帧定位误差，都

可能使历史模板混入背景噪声或产生表征偏移。

若训练阶段始终依赖未经扰动的历史记忆，模型难

以学习识别和抑制模板退化带来的影响。当搜索

帧受到背景干扰或不同谱段的成像质量存在差异

时，历史记忆中的潜在偏差可能通过检索过程传递

至当前目标表征，并进一步干扰光谱组交互与特征

融合。将扰动系数设置为 0.001 后，训练过程中引

入轻微的历史记忆偏移，使检索模块能够在接近实

际退化的条件下学习筛选稳定的目标线索。经过

筛选的历史信息与光谱组交互及 SDSG 门控融合

协同作用，从而减少历史噪声传播，增强模型对不

可靠历史信息和目标外观变化的适应能力。

当扰动系数增大至 0.01 或 0.1 时，过强扰动

会破坏历史记忆中的目标结构和光谱响应，使检

索模块难以区分有效目标线索与背景噪声，导致

跟踪性能下降。因此，扰动强度需要在记忆可靠

性与鲁棒性之间取得平衡，γ = 0.001 能够在增

强退化适应性的同时，较好地保留历史记忆中的

目标信息。不同扰动系数下模型参数量均为

48.6 MB，能耗保持不变，表明该策略无需增加模

型容量即可改善跟踪性能。

2.4.4　递归次数 N 的影响

表 6 分析了不同递归次数 N 对模型性能的影

响。当 N = 1 时，模型取得最佳性能。递归次数

决定了当前搜索特征与历史记忆表征之间进行

交互和更新的轮数。当递归次数为 0 时，搜索特

征无法充分利用历史模板中积累的目标先验，模

型主要依赖当前帧的局部外观和光谱响应进行

定位，在遮挡、相似目标或低分辨率目标场景下，

当前帧线索容易变得模糊，因而 AUC 和 P 明显低

于引入递归检索后的结果。当递归次数为 1 时，

历史记忆能够作为目标提示对搜索特征进行一

次有效校正，使模型在当前帧中重新强调与历史

目标一致的空间位置、外观结构和光谱响应，同

时避免过多重复交互带来的噪声累积，因此取得

最佳性能。当递归次数继续增加至 2 或 3 时，模

型虽然能够反复访问历史记忆，但这些交互并不

会引入新的观测信息，反而可能持续放大历史模

板中由遮挡、目标漂移或尺度变化引起的偏差，

使搜索特征逐渐向不可靠记忆靠拢。同时，多轮

递归会重复执行记忆引导、脉冲可分离卷积和投

影更新等操作，增加推理能耗，并可能造成目标

判别特征被过度平滑或冗余背景响应被累积。

因此，递归次数并非越多越好，单次递归在历史

先验利用、噪声抑制和计算开销之间取得了较合

理的平衡，本文最终将递归次数设置为 1。

2.5　可视化分析

2.5.1　注意力热图分析

图 5 展示了本文方法与基线模型在多个跟踪

序列中的注意力响应结果。从图 5 可以看出，基

线模型在跟踪过程中容易在背景区域或邻近干

扰物上产生错误的响应，导致目标表征受损。

表 5　不同扰动系数对模型性能的影响

Table 5　Comparison Results of Different 
Perturbation Coefficients

γ

0
0.1

0.01
0.001

0.000 1

AUC/%
64.5
65.0
65.9
66.6
65.5

P/%
81.3
81.5
82.6
83.5
82.4

参数量/MB
48.6
48.6
48.6
48.6
48.6

能耗/mJ
32.41
32.42
32.40
32.41
32.21

表 6　不同递归次数对模型性能的影响

Table 6　Comparison Results of Different 
Recursive Iterations

N

0
1
2
3

AUC/%
59.1
66.6
63.4
60.3

P/%
75.4
83.5
80.8
77.1

参数量/MB
48.6
48.6
48.6
48.6

能耗/mJ
27.93
32.41
34.47
34.29

表 4　不同光谱融合策略的结果对比

Table 4　Comparison Results of Different Spectral 
Fusion Strategies

融合策略

求和

取均值

SDSG

AUC/%
65.0
65.0
66.6

P/%
81.9
81.7
83.5

参数量/MB
48.4
48.4
48.6

能耗/mJ
32.44
32.44
32.41
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相比之下，本文方法在不同帧中均能够将高响应

区域稳定地聚焦于目标位置，有效抑制无关区域

的干扰，从而实现更加鲁棒的目标跟踪。

2.5.2　定性结果分析

图 6 展示了本文方法与 SpikeTrack［16］、UN⁃
Track［10］、OSTrack［5］和 ZoomTrack［31］等方法在完

全遮挡、尺寸变化、低分辨率、运动模糊、相似目

标和颜色相近等挑战性场景下的定性结果对比。

从图 6 可以看出，在完全遮挡和低分辨率场景中，

SpikeTrack［16］和 UNTrack［10］因目标外观线索缺

失或退化而出现不同程度的定位偏差。在相似

目标和颜色相近的场景中，SpikeTrack［16］、UN⁃
Track［10］、OSTrack［5］和 ZoomTrack［31］容易受到干

扰目标及相似背景的影响，导致预测框发生漂

移。相比之下，本文方法在上述各类挑战场景中

均能获得与真值框更为一致的预测结果，表现出

更强的定位精度和跟踪鲁棒性。

2.5.3　失败案例与局限性分析

图 7 给出了本文方法在 MUST 数据集上的 4
类典型跟踪失败案例，其中红色框表示预测结

果，绿色框表示真实目标位置。图 7（a）为颜色相

近场景，目标与周围背景具有相似的颜色和纹

理，判别线索较弱，预测框逐渐向相似区域偏移，

表明仅依靠光谱信息难以有效区分目标与背景；

图 7（b）为背景杂波场景，道路标线、阴影及复杂

纹理产生较强响应，与目标形成竞争，导致预测

框向背景区域漂移；图 7（c）为相似物体场景，邻

近物体与目标具有相近的外观和运动状态，二者

响应难以区分，预测框最终转移至干扰物体，发

生目标切换；图 7（d）为相机运动场景，无人机运

动造成目标位置快速变化，并伴随运动模糊，使

历史目标信息与当前帧之间产生较大偏差，预测

框出现明显滞后。

上述结果表明，本文方法在目标判别线索减

弱或快速变化时仍存在一定局限。历史模板可能

受到相似背景或干扰物的错误响应影响，而现有

方法对目标运动及相机运动的显式建模仍显不

足，后续可引入运动感知时序建模和相机运动补

偿机制，以进一步提高复杂条件下的跟踪稳定性。

图 8 给出了本文方法在 MUST 数据集两类

典型挑战场景下的中心位置误差（center location 
error，CLE）曲 线 。 其 中 ，红 色 曲 线 表 示 各 帧

CLE，绿色虚线表示 20 像素的有效跟踪阈值。整

体来看，CLE 在大多数帧中保持较低水平，表明

本文方法具有较稳定的目标定位能力。图 8（a）
序列 1 为相似物体干扰场景。前期目标能够稳定

跟踪，CLE 基本低于阈值。当外观相近的干扰物

出现后，曲线迅速升高并超过阈值，表明预测位

图 5　注意力热图可视化

Fig. 5　Visualization Results of Attention Heat Maps
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置发生明显偏移。结合放大区域可见，相似物体

削弱了目标与背景的判别差异，使历史模板中的

目标先验被错误匹配至干扰区域。随着干扰减

弱，CLE 重新回落，说明模型仍具备一定的重新

定位能力。图 8（b）序列 2 为低分辨率目标场景。

由于目标占据像素较少，边缘、纹理和形状等细

粒度信息不足，CLE 整体波动更为明显。在目标

尺寸进一步减小的帧段，曲线出现超过阈值的尖

峰，表明目标表征退化使定位更易受到背景干

扰。当目标线索恢复后，CLE 随之回落。

图 7　MUST 数据集不同挑战属性下的代表性跟踪失败案例

Fig. 7　Representative Tracking Failure Cases Under Different Challenging Attributes on the MUST Dataset

图 6　MUST 数据集不同挑战属性下定性结果比较

Fig. 6　Qualitative Comparisons Under Representative Challenging Attributes on the MUST Dataset

图 8　MUST 数据集不同挑战场景下的中心位置误差曲线

Fig. 8　Center Location Error Curves Under Different Challenging Scenarios on the MUST Dataset
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总体而言，本文方法在大多数帧中能够保持

稳定定位，但相似物体和低分辨率条件仍可能引

起短时定位误差。上述现象表明，现有方法对相

似目标的区分和弱目标表征仍存在不足，后续可

结合运动约束、状态预测及小目标增强机制进一

步提高跟踪稳定性。

3　结　语

本文提出了一种脉冲驱动光谱-空间-时序建

模的多光谱无人机单目标跟踪算法，旨在保证跟

踪性能的同时实现低功耗视觉感知。所提算法

主要包含 MPSSTR 模块和 SDSG 模块。其中，

MPSSTR 模块通过构建紧凑的历史目标记忆缓

存，引导搜索特征与历史记忆进行递归交互，从

光谱、空间和时序 3 个维度充分挖掘目标相关线

索，并通过记忆扰动机制增强模型对历史记忆退

化的鲁棒性；SDSG 模块则对不同光谱组特征的

重要性进行自适应评估与加权融合，从而增强目

标相关的判别性光谱信息并抑制冗余干扰。

在 MUST 数据集上将本文方法与现有方法

进行了较全面的比较。实验结果表明，相较于基

线模型，本文方法在 AUC、SR0.5、SR0.75、P 和 NP
上分别提高了 4.2、4.7、5.6、4.2 和 5.0 个百分点。

此外，大量消融实验和可视化分析进一步验证了

所提各组件与策略的有效性。
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